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Motywacje i inspiracje Inspiracje

Inspiracje

SG, JK (Katedra Uczen

national Journal of Forecasting 35 (2019) 741-755
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International Journal of Forecasting

journal

Predictive analysis and modelling football results using

machine learning approach for English Premier League -
Rahul Baboota ?, Harleen Kaur?*
N Gum Gobind Singh Indraprastha Umveml’y New. Delm luma
tof Computes Science I Technology Jamia Harmdard, New Delh, India
ARTICLE INFO ABSTRACT
The i of artifici. i the ability to build predictiy

Machine learning

Feature engineering

Data mining

Predictive analysis

Random forest

Support vector machines (SVM)
Ranked probability score (RPS)
Gradient boosting

with unprecedented accuracy. Machine learning is being used in virtually all areas in one
sy or anckber, 1o U extreme effctveness. One sich aea where preditivesystems

have gained a lot of popularity is the prediction of football match results. This paper
demonstrates our work on the building of a generalized predictive model for predicting
the results of the English Premier League. Using feature engineering and exploratory data
analysis, we create a feature set for determining the most important factors for predicting
the results of a football match, and consequently create a highly accurate predictive
system using machine learning. We demonstrate the strong dependence of our models’
performances on important features. Our best model using gradient boosting achieved a

he ranked p y to
for the English Premicr League aggregated over two scasons (2014-2015 and 2015-2016),
whereas the betting organizations that we consider (Bet365 and Pinnacle Sports) obtained
an RPS value of 02012 for the same period. Since a lower RPS value represents a higher
predictive accuracy, our model was not able Lo outperform the bookmaker’s predictions,
despite obtainit ing results.
©2018 International Institute of Forecasters. Published by Elsevier B.V. All rights reserved.
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Motywacje i inspiracje Cel pracy

Cel i motywacja

Celem jest poprawa predykcji wynikéw meczéw

\ pitkarskich na podstawie polskiej PKO
Ekstraklasy, w stosunku do przewidywan
l bukmacheréw.

Aby osiggnal cel konieczne jest przygotowanie
zbioru uczacego oraz opracowanie modelu
uczacego. Dobrze, aby przygotowane podejscie

EKSTRAKLASA mogto by¢ skalowalne na inne ligi. )
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Metodologia

Metodologia badan — odkrywanie wiedzy z danych

Uzytkownik Dane Czyszczenie i
(okreslenie problemu) ’ integracja

Oczyszczone dane

Eksploracja danych f ~i .
transformacja (hurtownia danych)

Zaleznosci Interpretacija, o .
5 . Wiedza
(wzorce i reguty) i prezentacj
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Metodologia badan

Okreslenie Przygotowanie Eksploracja Interpretacja

problemu danych danych wynikéw
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Metodologia badan

Metodologia badan - Okreslenie problemu

@ Ztozonos$¢ problemu: 6 561 kombinacji w kazdej kolejce (3 mozliwe
wyniki dla 8 spotkan, 3% mozliwosci, 30-37 kolejek w ramach sezonu).

o Konfrontacja z podejsciem bukmacheréw.

o Mozliwos¢ optymalizacji.
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Metodologia badan

Okreslenie Przygotowanie Eksploracja Interpretacja

problemu danych danych wynikéw
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Zbiér danyeh
Zbiér danych

Zbiér danych przygotowany zostat na podstawie archiwalnych danych dostepnych
w serwisie 90minut.pl — wszystkie dane musiaty zostaé sparsowane.

Do zbioru uczacego wtaczone zostaty wszystkie sezony od 2013/2014 do
2018/2019.

Dane w liczbach:
6 sezondw;
5 pierwszych kolejek nie jest branych pod uwage;

1536 przypadkéw w tabeli decyzyjnej (dodanych
spotkan);

s oo 6 atrybutéw warunkowych;

3 klasy decyzyjne.
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Zbiér danyeh
Zbiér danych

Atrybuty Klasa
warunkowe | Wartosci decyzyjna | Wystgpienia | Udziat
Kolejka 6 — 37 1 689 | 44,86%
Pozycja 1 1-16 0 416 | 27,08%
Pozycja 2 1-16 2 431 | 28,06%

Punkty 1 0-90
Punkty 2 0-90
Réznica
punktéw -90 - 90
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Zbiér danyeh
Zbiér danych

kel pozl poz2 pktl
143 14 188 184 144 124 184 148 lea 144 215 216 214

1
pkt2 roznicaPkt
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AR
Metodologia badan

Okreslenie Przygotowanie Eksploracja Interpretacja

problemu danych danych wynikéw
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Zastosowane Kiasyfikatory
Klasyfikatory

@ Drzewa decyzyjne - struktura przypominajaca swym ksztattem
drzewo, przedstawiajaca rézne mozliwe Sciezki decyzyjne i ich skutki.

o Maszyna wektoréw nosnych - szuka hiperptaszczyzny, ktéra
»hajlepiej” rozdziela klasy treningowego zbioru danych poprzez
maksymalizacje odlegto$¢ do najblizszego punktu w kazdej z klas.

o Lasy losowe - polegajacej na tworzeniu wielu drzew decyzyjnych i
pozwoleniu im na wybdr sposobu klasyfikacji danych wejsciowych w
drodze gtosowania.

@ Boosting - ogbdlna metoda stuzaca zwiekszeniu skutecznosci
dowolnego algorytmu uczenia. Idea budowania ,mocnego i ztozonego
klasyfikatora” ze ,stabych i prostych klasyfikatoréw' .
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Metodologia badan Zastosowane klasyfikatory

Zastosowane klasyfikatory

Do przygotowania prototypu zastosowane zostaty algorytmy dostepne w bibliotece
scikit-learn jezyka Python.
Podejscie przetestowane zostato z algorytmami:

@ Drzewa decyzyjne CART (bez przycinania), DTO;

@ Drzewa decyzyjne CART (przyciete do 3 poziomu), DT;

@ Maszyna wektoréw nosnych, SVM;

Lasy losowe (100 drzew przycietych na 3 poziomie), RF;
AdaBoost, AB.
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e
Metodologia badan

Okreslenie Przygotowanie Eksploracja Interpretacja

problemu danych danych wynikéw
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Whyniki badan i dyskusja nad nimi
Badania

W celu weryfikacji proponowanego rozwigzania zostaty wytrenowane i
przetestowane odpowiednie modele, ktére nastepnie zostaty uzyte do predykcji
wynikéw rozgrywek.

Badane byty wyniki rozgrywek polskiej PKO Ekstraklasy w kolejkach od 16 do 30

sezonu 2019-2020. Mecze byty rozgrywane pomiedzy 22 listopada 2019 roku a 14
czerwca 2020 roku i obejmowaty 120 zdarzen.
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Wyniki badan i dyskusja nad nimi

Rzeczywiste zastosowanie podej$cia — miary oceny jakosci

klasyfikacji
dokl'adnoéé klasyﬁkacji = %
Predykcja pozytywna Predykcja negatywna
Pozytywne Prawdziwie pozytywne | Fatszywie negatywne
przypadki (P) (TP) (FN)
Negatywne Fatszywie pozytywne | Prawdziwie negatywne
przypadki (N) (FP) (TN)
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Dokfadnos¢ klasyfikacji

Podejscie | Doktadnos¢ klasyfikacji
Losowe 33,33%
DTO 37,50%
DT 51,67%
SVM 50,83%
RF 54,17%
AB 52,50%

SG, JK (Katedra Uczenia Maszynowego) UE Katowice 22 /25



Wyniki badan i dyskusja nad nimi

Typowanie u bukmachera

Dla utatwienia obliczen, kazde zdarzenie zostato zagrane za kwote 10 zt u
legalnego bukmachera. W zwigzku z tym kurs (w wypadku trafnego
wytypowania) mnozony jest przez 8,8. Zastosowano rzeczywiste kursy z
dnia wykonania klasyfikacji.

Suma | Suma wygranych | Bilans | Procentowy
Podejscie | wktadu (PLN) (PLN) | zysk/strata
DTO 1200,00 1148,17 | -51,83 -4,32%
DT 1200,00 1246,17 | +46,17 3,85%
SVM 1200,00 1214,94 | +14,94 1,25%
RF 1200,00 1268,53 | +68,53 5,71%
AB 1200,00 1250,41 | +50,41 4,20%
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Podsumowanie

Podsumowanie

@ Zaproponowane podejscie pozwala na predykcje wynikéw meczéw
sportowych z wiekszym prawdopodobienstwem niz podejscie losowe.

@ Predykcja jest wystarczajaca by przy zastosowaniu podstawowych
mechanizméw uczenia sie, mozliwe byto osiggniecie zyskdéw w wirtualnych
zaktadach u bukmacheréw.

@ Dodatkowe analizy wskazuja, ze podejscie jest skalowane (podobnie
sprawdza sie w innych ligach).

@ Duzym problemem jest brak predykcji remisu.
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Dalsze prace

@ Jest to prototyp rozwiazania, ktére nalezy udoskonalié, zaréwno pod
wzgledem przygotowania zbioru danych (nowe atrybuty), jak i dodatkowe;j
wiedzy zewnetrznej poprzez inne mechanizmy.

@ W dalszych pracach oprécz rozszerzenia listy atrybutéw przetestowana
bedzie mozliwos¢ zastosowania sztucznych sieci neuronowych, oraz
heterogenicznych zespotéw klasyfikatoréw co moze poprawi¢ wyniki
klasyfikacji.
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